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导 读 

客户流失预警一直是包括银行业在内的众多行业的重点话题，传统的流失预

警建模方案往往存在难以得知客户流失原因的问题。为了得到精度高和解释性好

的模型，我们将可解释算法应用于流失预警模型，进一步探索出一套能进行单个

客户流失归因的流失预警及归因建模方案。本方案最大的特点在于它不仅有很高

的精度，还可以对每个流失客户进行归因，再根据每个客户的流失原因制定挽留

措施，从而提高营销效果。本文的工作如下： 

（1）分析流失预警在银行业的重要意义和目前常用的流失预警方案难以知

晓客户流失原因的问题。 

（2）介绍定义客户流失的方法和检验定义效果的思路，比较基于降级的定

义和基于降幅的定义，我们推荐基于降幅的定义，同时从覆盖率和误判率两个角

度检验定义效果。 

（3）重点介绍了由机器学习算法+可解释算法组成的客户流失预警及归因的

建模方案，其中机器学习算法部分主要是使用精度很高的机器学习二分类模型，

如 LightGBM；可解释算法部分先使用 SHAP 寻找导致每个客户发生流失的重要

特征，再使用 woe 量化重要特征的不同取值对流失的影响。该方案不仅有很高的

精度，还能对每个流失客户进行归因，再根据流失原因制定有针对性的挽留措施，

这能提高营销效果。同时以一个案例的形式展示我们的方案在银行业务场景中的

应用。 

（4）做出两点扩展思考：①从营销成本的角度，建议在营销成本充足的条

件下进行单个客户的流失归因，在营销成本不足条件下建议进行客群的流失归因；

②将单个客户的流失原因和关联规则相结合，寻找流失原因中的频繁项，再根据

频繁项对未来可能出现的流失原因进行提前预防。 
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1 研究背景 

在目前各行各业中，客户关系管理（CRM）中的客户流失预警一直都是非常

重要的一环，在竞争激烈的银行业更是如此。一方面，金融产品同质化和利率市

场化导致银行利差缩窄，各商业银行间的竞争变得非常激烈；另一方面，互联网

金融自 2013 年兴起后不断蓬勃发展，互联网金融凭借其自身优势，给商业银行

带来了不小的冲击。在这些背景下，银行原有个人客户（尤其是中高端客户）的

忠诚度逐渐下降，流失倾向变强。客户流失对银行利润有着重大的影响，有研究

表明中高端客户流失率减少 5%，利润可以增长 25%以上。例如，某银行的中高端

客户有 60 万，没有采取挽留措施时每个季度的流失率是 20%，采取了挽留措施

后流失率降为 10%，平均每个中高端客户每个季度对该银行的贡献是 1000 元，

采取挽留措施后每个季度能给银行带来的直接利润是 6000 万，每年带来的利润

是 2.4亿。而且开发一个新客户的成本比挽留一个老客户的成本高出 3倍不止，

挽留一名即将流失的老客户比拓展一名新客户成本更低，利润也更高。如何提高

客户粘性，降低客户流失率对银行来说是一件非常重要的事情。 

传统的客户流失预警属于客户关系管理领域，主要是基于人工经验建立一些

简单规则来判断客户是否即将流失。这类方法主要存在 2个问题：一方面，由于

识别方法仅仅是基于人工经验建立的简单规则，所以这类方法的精度不高，对流

失客户的识别效果可能不够好；另一方面，由于简单的人工经验容易存在误差，

所以这类方法难以获知客户流失的真正原因，制定的挽留措施没有针对性，挽留

效果也不够好。 

为克服传统流失预警方法的不足，学术界和工业界做出了很多探索与研究，

其中统计学家将数据挖掘算法引入这一业务场景极大的改进了传统方法的不足。

这些数据挖掘算法包括：逻辑回归、生存分析、时间序列等传统统计学模型；也

包括聚类、支持向量机、集成模型、神经网络等机器学习算法；还包括 SHAP、

lime等可解释算法[1]。其中，传统的统计学模型理论完备，解释性好，但是精度

一般；机器学习算法精度很高，但是解释性差，可能更适合现在的高维大数据；

可解释算法可以帮助我们对模型进行解释，在流失预警的业务场景中可以给出导

致客户流失的原因。 



 

2 

为了能获得精度高、解释性好的模型，索信达公司凭借在金融大数据领域多

年的行业经验和在可解释机器学习领域的探索，将可解释算法应用于流失预警模

型，进一步探索出一套能进行单个客户流失归因的流失预警及归因建模方案。在

该方案中，可以先使用机器学习算法建立流失预警模型识别有流失信号的客户；

再使用可解释算法进行流失归因，流失归因可以具体分析每个流失客户发生流失

的原因，针对其流失原因再制定相应的挽留措施，这能提高营销效果。 

本文主要介绍流失预警及归因业务场景的知识，重点关注机器学习算法和可

解释算法在该场景的应用。本文共分为 6个部分：第 1 部分主要介绍本文的研究

背景；第 2 部分主要介绍流失定义，重点关注如何定义客户是否流失；第 3 部分

主要介绍流失预警及归因的知识，重点关注机器学习算法和可解释算法组成的流

失预警及归因建模方案；第 4 部分主要以案例的形式介绍上述方案的应用，重点

关注第 3 部分介绍的流失预警及归因建模方案如何与实际的业务场景相结合；第

5部分是一些扩展思考；最后第 6部分是对全文的总结。 

注明：在包括流失预警在内的众多银行业务场景中，最常用的指标之一是

AUM，分时点值和均值两种。因为时点 AUM 有很大偶然性，比如某客户在月底

将资金全部转出，但两天后又转回来，该客户月底的时点 AUM=0，月日均 AUM

确相对平稳。为保证稳定性，本研究报告中提到的所有AUM都指“月日均AUM”。 

2 流失定义 

流失预警模型首要任务是如何定义客户是否发生流失。通常有基于降级和降

幅两种定义方式，在银行的客户流失预警中，我们推荐基于降幅的方式。 

2.1 基于降级的定义 

一般来说，在银行的实际业务场景中，会对客户按照资产情况划分等级。例

如，某银行按照如表 1 的标准进行等级划分： 

表 1 某银行资产等级划分表 

AUM 10 万以下 10 万至 50 万 50 万至 800 万 800 万以上 

等级 青铜 白银 黄金 钻石 
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银行关注的客户流失通常是以降级来衡量的，即客户在某段时间内由更高的

级别降低到更低的级别被认为发生了流失，这是基于银行业务层面可能会给出的

定义。 

但是从降级角度来定义客户流失有时可能不够合理。比如一个客户原有

AUM 为 760 万，属于黄金级别，AUM 减少了 700 万，该客户仍然属于黄金级

别，从基于降级给出的定义来看，该客户没有流失，但是该客户 AUM 流失比例

高达 92%，严格意义上讲这已经属于“真正的流失”了。再比如一个客户原有

AUM 为 50.5 万，属于黄金级别，AUM减少 1万，该客户降至白银级别，从基

于降级给出的定义来看，该客户发生了流失，但是该客户AUM流失比例只有2%，

严格意义上看这不算“真正的流失”。所以，从业务层面给出的基于降级的流失

定义有时可能不够合理，我们推荐使用降幅来定义流失。 

2.2 基于降幅的定义 

 基于降幅的定义重点是要寻找到一个合适的阈值，当客户的 AUM 流失比例

达到（或超过）该阈值时被认为发生流失。我们可以先如表 2 的形式计算某月较

上月发生资产减少的客户资产降幅的分布情况： 

表 2 第 i 月较第 i-1 月发生资产减少的客户资产降幅分布情况表 

降幅降序 AUM 10 万以下 10 万至 50 万 50 万至 800 万 800 万以上 

1% 99.97% 99.9% 98.79% 99.21% 

5% 92.36% 76.49% 66.79% 75.33% 

10% 71.26% 48.97% 40.3% 42.19% 

15% 52.21% 39.54% 38.69% 39.01% 

20% 31.93% 20.44% 19.31% 22% 

25% 27.82% 17.12% 16.03% 14.6% 

50% 9.13% 5.23% 4.17% 3.95% 

75% 2% 0.74% 0.44% 0.59% 

90% 0.16% 0.09% 0.09% 0.07% 

95% 0.02% 0.02% 0.01% 0.01% 
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表 2 每行代表降幅最严重的前百分之几，每列按照表 1 的资产等级进行划

分。例如，横轴取“25%”，纵轴取“10 万至 50 万”的值为 17.12%，该值的含

义表示在当月 AUM 为 10 万至 50 万的客户中流失最严重的前 25%的客户的

AUM 较上月的平均降幅为 17.12%。通常我们会对比连续 3 个月的数据，计算第

i月对比第 i-1月和第 i-1月对比第 i-2共计 2张发生资产减少的客户资产降幅分

布情况表用于查看资产降幅的变化情况是否稳定。 

 在连续 3 个月资产降幅变化稳定的情况下，我们一般会查看流失最严重的前

10%、15%、20%和 25%这几档的平均降幅，结合业务需求来确定合适的阈值。

比如，业务上通常希望能挽留尽可能多的流失客户，但是流失客户过多营销人员

的维护压力会很大，所以，通常考虑挽留降幅最严重的前一部分客户。例如，综

合考虑下，该业务需求希望挽留流失最严重的前 15%的客户，这部分客户的资产

降幅情况对应表 2第 4 行，这种情况下我们结合表 2 的结果（表 2 的黄色数据）

初步给出的定义为：AUM 处于 10 万以下的客户降幅达到 50%及以上的认为发

生流失；AUM位于 10万以上的客户降幅达到 40%或以上的认为发生流失。 

2.3 检验定义效果 

在使用降幅初步定义流失后，一般需要通过查看降幅定义对降级客户的覆盖

率和降幅定义的误判率来进一步检验其合理性。 

2.3.1 覆盖率检验 

因为在银行的客户流失业务场景中，客户发生流失最直观的表现就是发生降

级，所以，银行从业务层面给出的定义通常是“是否发生降级”。虽然我们在前

面分析了直接以降级来定义流失有时可能不够合理，但出于银行业务需求的考虑，

我们建议查看基于降幅给出的定义对降级客户的覆盖率来进一步说明降幅定义

的理性。可以如表 3所示的内容计算降幅定义与降级的关系： 
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表 3 基于降幅给出的流失定义对降级客户的覆盖率表 

AUM等级 

降幅定义

的流失客

户数  

降幅定义

的流失金

额（亿） 

降级

客户

数 

降级客户

流失金额

（亿） 

降幅定义对

降级客户的

覆盖率 

降幅定义对

降级流失金

额的覆盖率 

10 万以下 54780 36 68475 38.3 80% 94% 

10 万至 50 万 6683 29.4 7111 30 94% 98% 

50 万至 800 万 946 13 946 13 100% 100% 

800 万以上 600 25 600 25 100% 100% 

总计 63009 103.4 77132 106.3 81.7% 97.3% 

注：为保证覆盖率结果的准确性，表 3 中降幅定义的流失客户和流失金额都剔除了满足降幅

定义但未发生降级客户的数据。例如，某 AUM 在 800 万以上的客户 AUM 降幅为 90%，但未发

生降级，如果该客户没有被剔除，此时降幅定义的客户数和降级客户数虽然都是 600，但不

表示降幅定义的客户对降级客户的覆盖率为 100%，这会导致覆盖率的结果会变得混淆。 

通过表 3，我们可以看到基于降幅给出的流失定义对降级客户的覆盖率很好：

降幅定义对降级客户的覆盖率有 81.7%、对降级流失金额覆盖率达到 97.3%；而

且 50 万以上的客户降幅定义对降级客户和降级流失金额的覆盖率都达到了

100%，这说明该定义与银行业务需求有很好的契合度。 

2.3.2 误判率检验 

在银行业务场景中，有一些客户发生流失后资产可能会在未来回升，所以我

们需要查看基于降幅定义的流失客户在未来的资产回升水平来评估误判率，可以

由表 4 的方式计算客户资产在第 i月流失后在未来两个月内回升至第 i月水平的

关系： 

表 4 客户资产在第 i 月流失后在未来两个月内回升至第 i 月水平的关系表 

AUM等级 
第 i月客户资产累计降幅 

10% 20% 30% 40% 50% 60% 70% 80% 90% 

10 万以下 10.8% 8.94% 7.49% 6.94% 5.98% 5.64% 4.94% 4.01% 3.3% 

10 万至 50 万 8.54% 6.68% 6.31% 5.82% 5.21% 4.95% 4.3% 3.95% 3.18% 

50 万至 800 万 7.03% 6.46% 6.2% 5.54% 5.02% 4.63% 4.1% 3.71% 3.11% 

800 万以上 6.68% 5.19% 4.67% 4.1% 3.66% 3.03% 2.56% 1.94% 1.59% 

总计 9.9% 8.1% 7.12% 6.32% 5.59% 5.12% 4.5% 4% 3.28% 
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在表 4 中，如横轴取“10 万至 50 万”，纵轴取“20%”的值为 6.68%，该值

的含义表示在第 i月按照降幅定义发生流失的客户在未来 2个月内有 6.68%的比

例会回升至第 i月的水平。我们之前定义：AUM处于 10 万以下的客户降幅达到

50%及以上的认为发生流失；AUM位于 10 万以上的客户降幅达到 40%或以上的

认为发生流失。从表 4 可以看出，根据此定义，仅有不到 6%的客户在资产流失

后的 2 个月内资产会回升到流失前（表 4 中的黄色数字），这说明我们根据降幅

得到的流失定义误判率很低。 

在经过降级客户覆盖率和误判率检验后，我们认为之前按照降幅得到的流失

定义具有很好的合理性。实际的项目中，我们也建议按照本节介绍的基于降幅的

思路来定义流失，但是在初步定义好之后需要进行降级客户覆盖率和误判率检验

来进一步检验定义的合理性。 

3 流失预警及归因建模方案 

 流失预警模型目前业内的主流方案主要是使用机器学习模型学习历史数据

的规律，再用得到的模型对未来数据进行预测。流失归因主要是借助一些可解释

算法来实现的。我们将可解释算法应用于流失预警模型，进一步探索出一套能进

行单个客户流失归因的流失预警及归因建模方案，该方案最大特点在于它可以对

每个流失客户进行归因，再根据每个客户的流失原因制定挽留措施，从而提高营

销效果，本节主要介绍该方案的理论知识。 

3.1 流失预警建模方案 

目前业内主流的流失预警的建模方案主要是基于机器学习模型搭建的。我们

首先介绍常规的建模方案流程，如图 1所示： 

 

图 1 流失预警建模方案流程图 
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图 1 所示的建模方案中比较重要的步骤是数据准备、特征工程和建模分析，

接下来对这 3 个部分再做进一步介绍。 

① 对于数据准备部分，流失的定义方法在第 2 节已经进行过详细的介绍，

这里重点介绍关于数据时间窗口划分的方法：在流失预警建模中，我们通常会把

数据按照时间窗口划分为观察期和表现期： 

观察期是收集用户行为信息的时间窗口，通常是 6 至 12 个月，用此期间的

数据进行建模。表现期是评价模型效果的时间窗口，通常是 3 个月，用观察期的

数据建立的模型预测用户在表现期的结果，将预测结果与用户在表现期的实际结

果进行对比来评价模型的效果。二者的时间顺序关系如图 2所示： 

 

 

 

图 2 观察期和表现期的时间顺序关系图 

② 对于特征工程部分，主要包括特征衍生、特征筛选、特征编码共 3 块内

容，这些内容的常见处理方法如表 5所示： 

表 5 特征工程常见方法汇总表 

方法类别 目的 常见方法 

特征衍生 
基于原有特征衍生出新特征，有时

能提升模型的效果和表达能力 

统计量衍生、交互项衍生、 

树模型衍生 

特征筛选 
剔除冗余特征，能精简模型和提高

模型的训练速度 

过滤法（IV 值）、嵌入法（lasso）、

封装法（特征重要性）、 

特征编码 
将原有特征转化为有利于建模的数

字形式，能提高模型效果 

独热编码（特征取值平行）、顺序编

码（特征取值不平行）、Embedding 

③ 对于建模分析部分，李航老师的《统计学习方法》[2]一书中对常见的模型

有很全面的介绍，我们这里只简要介绍常见的建模方法及其主要优缺点，如表 6

所示： 

 

观察期 表现期 

观测点 6 至 12 个月 3 个月 
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表 6 常见建模方法汇总表 

方法类别 常见方法 主要优点 主要缺点 

传统统计

模型 

逻辑回归 简单高效、解释性好 
对特征大小敏感、精度

不高 

决策树 
训练速度快、能实现非

线性分类、解释性好 

不稳定、容易过拟合、

对训练样本敏感 

SVM 类 
基于各种核函数的

SVM 

理论完备、在低维或高

维数据下表现都很好 

大样本数据上表现差、

调参难度大、解释性差 

Bagging 随机森林 
精度较高、稳定性好、

不容易过拟合 

小样本或低维数据上表

现可能不好、解释性差 

Boosting LightGBM、 XGBoost 
精度很高、灵活性强、

训练速度快 

有时容易过拟合、调参

难度大、解释性差 

神经网络
 

BP神经网络、CNN、

RNN 

精度很高（尤其是非结

构化数据）、泛化性强 

训练和开发模型的难度

大、解释性差 

在大数据时代的银行的业务场景中，数据往往呈现出高维和量大的特点，为

了保证模型的精度和计算效率，我们更推荐使用 XGBoost 和 LightGBM 这两种

算法作为流失预警模型。 

需要注意的是，在流失预警的场景中，我们通常更关注模型对流失客户的识

别效果，即流失客户中有多少能被模型识别出来，识别效果可以通过召回率

（Recall）来评价，Recall 越高，识别效果越好。当模型的 Recall 较低时，可以

使用加权损失函数来训练模型：在模型的损失函数中，将流失客户误判为不流失

客户这种情况的误判权重变大。 

 除逻辑回归和决策树以外的常见机器学习模型普遍都存在可解释性差的问

题，即“黑盒模型”问题。使用这些模型虽然能获得很高的精度，但我们却难以

从业务上对模型结果进行解释，在流失预警的业务场景中表现为，虽然这些模型

能很好捕获到客户即将流失的信号，但是难以得到客户流失的原因，从而挽留措

施不够有针对性，营销效果不够好。所以我们将在下一节流失归因部分介绍一些

可解释算法，将可解释算法与流失预警模型结合进行流失归因，再根据流失原因

制定有针对性的挽留措施，提高营销效果。 
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3.2 基于 SHAP 的流失归因 

本文的流失归因主要是通过一些可解释算法实现的，我们先使用可解释算法

SHAP 完成流失归因的第一步。索信达公司的 AI 创新中心之前发布的《可解释

机器学习研究报告》[3]对包括 SHAP 在内的多个可解释算法进行过详细的介绍，

我们这里只简要介绍 SHAP 的基本原理，同时重点关注 SHAP 在流失归因中的

应用。 

SHAP（SHapley Additive exPlanation）是一种事后可解释算法，最早起源于

加州大学洛杉矶分校的 Lloyd Shapley教授（2012年诺贝尔经济学奖获得者）在

博弈论领域提出的 Shapley Value 的思想，后续的一些学者基于这一思想提出了

适用于机器学习领域的事后可解释算法 SHAP[4][5]。SHAP 的核心思想是计算特

征对模型输出的边际贡献，再从全局和局部两个层面对“黑盒模型”进行解释，

SHAP 理论完备，表达直观，还能展示特征间的交互作用，下面我们以举例的方

式简要说明 SHAP 的基本原理： 

例如，对于某项任务，现在共有 3个人（X、Y、Z）可以被安排完成该任务，

且已知： 

① 将该项任务单独或以任意组合的形式分配给这 3 个人时，各种情况下的

产出 C（Contribution）： 

l 将工作单独分配给 1个人时，单个人的产出 C(X)=20，C(Y)=10，C(Z)=20； 

l 将工作分配给 2个人合作时，任意 2人的合作产出C(X,Y)=30，C(X,Z)=50，

C(Y,Z)=60； 

l 将工作分配给 3人合作完成时，3人合作的产出是 C(X,Y,Z)=100。 

② 当 3 人的合作顺序为 X→Y→Z 时，可以计算此合作顺序中 3 人的边际

贡献MC（Marginal Contribution）： 

l MC(X)=C(X)=20； 

l MC(Y)=C(X,Y)-C(X)=30-20=10； 

l MC(Z)=C(X,Y,Z)-C(X,Y)=100-30=70。 

③X、Y、Z 这 3 个人的合作顺序共有 6种，X→Y→Z只是其中的一种，我

们按照同样的方法计算所有顺序下 3 个人各自的边际贡献及其平均值，结果如表

7所示： 
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表 7 SHAP 值原理举例表 

合作顺序  边际贡献 MC(X) MC(Y) MC(Z) 

X→Y→Z 20 10 70 

X→Z→Y 20 50 30 

Y→Z→X 40 10 50 

Y→X→Z 20 10 70 

Z→X→Y 30 50 20 

Z→Y→X 40 40 20 

边际贡献平均值 

（SHAP 值） 
28.3 28.3 43.3 

我们可以按照上述案例的思路来简单理解 SHAP 的基本原理：①可以将案例

中的参与者 X、Y、Z视作建模用到的特征；②将参与者的合作视作一次建模；

③将参与者合作的产出视作模型的输出值；④从而每个参与者的边际贡献平均值

就是每项特征对应的 SHAP 值。并且可以从总体和局部两个层面计算每项特征

的 SHAP 值：总体层面得到的 SHAP 值类似于“树模型”中的特征重要性，这可

以用于衡量特征在该模型的重要程度；局部层面得到的 SHAP 值可以对每个样

本计算每项特征对模型输出的影响，这可以用于解释每个样本预测结果是由哪些

特征如何导致的。 

本文流失归因的目标是想要分析每个被预测为流失的客户为什么会流失，可

解释算法 SHAP 的局部解释可以解释每个样本的预测结果是由哪些特征如何导

致的，所以我们可以先使用 SHAP 分析每个客户被预测为流失时各个特征的影

响程度。Python 的 SHAP库[6]对每个样本预测结果的归因解释具有很好的可视化

效果，如图 3所示： 

 
图 3 SHAP 对单个样本预测结果的归因解释图 

图 3 的样本预测为正的概率为 0.23，取预测概率的阈值为 0.5 时，该样本
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预测结果为负。SHAP库将各个特征对预测结果的影响用使用加性的方式来表示：

图 3左边的红色部分表示对预测结果有正向影响的特征，右边的蓝色部分表示对

预测结果有负向影响的特征，白色的箭头是各个特征之间的分割线，特征的长度

表示其影响大小。我们可以看到𝑥"#取值为 0 对该样本具有最大正向影响，𝑥$取

值为-2 对该样本具有最大负向影响，其他特征也如此分析，最后在所有特征的

共同作用下得到预测结果为 0.23。 

 理论上，我们可以使用图 3 这样的单个样本预测结果的归因解释图对每个流

失客户进行分析，但实际操作中银行的客户数量（哪怕是重点客户）通常都比较

多，其中流失的数量可能也不少。由于数量过于庞大，按照图 3 的方式逐个进行

分析在实际操作中很难实现。 

 从图 3 可以看到，有些特征对预测结果的影响程度很大，有些特征对预测结

果的影响程度很小，为简化分析，我们可以用一部分影响程度最大的特征代替全

部特征。这里可以先计算每个流失客户 SHAP 值取值为正的各个特征的占比并

按降序排序（取值为负的 SHAP 值表示其导致客户不流失，这里只用取值为正

的），其中每个流失客户的第 𝑖个特征的 SHAP 值占比𝑠ℎ𝑎𝑝	𝑣𝑎𝑙𝑢𝑒	𝑟𝑎𝑡𝑒1 =
3456	7589:;
3456	7589:;

(𝑠ℎ𝑎𝑝	𝑣𝑎𝑙𝑢𝑒1 > 0)。然后再计算每个流失客户按 SHAP 值占比降序后

前几个特征的占比之和，保留使 SHAP 值占比之和达到 90%（或以上）时数量最

小的前几个特征作为导致其流失的重要特征，其余特征的影响程度比较小，忽略

不计。 

至此，我们完成了流失归因的第一步，我们使用可解释算法 SHAP 得到了每

个流失客户被预测为流失时影响最大的几个因素。但我们还不清楚每个因素的不

同取值对预测结果的影响程度，接下来我们将使用 woe 来分析各个特征的不同

取值对流失的影响，再在基于 SHAP 得到的导致客户发生流失的几个重要因素

中进行匹配，从而量化客户发生流失是由于他们在某些影响流失的重要特征上的

取值达到多少。 

3.3 基于 woe 的流失归因 

我们已经通过 SHAP 得到了导致每个流失客户发生流失最重要的几个特征，

接来下我们将使用 woe 分析每个因素的不同取值对预测结果的影响程度，进一
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步完成流失归因。 

Woe(weight of evidence)是信用评分模型常用的一种编码方法[7]，其基本原理

为:对于某个离散特征（连续特征先分箱，推荐使用卡方分箱或者基于决策树的

分箱），有： 

𝑤𝑜𝑒1 = ln
𝑏1
𝑏E

𝑔1
𝑔E

= ln
𝑏1
𝑔1

𝑏E
𝑔E

= ln
𝑏1
𝑔1

− ln
𝑏E
𝑔E

 

其中，𝑏1(𝑏𝑎𝑑1)表示当前组的坏样本数，𝑔1(𝑔𝑜𝑜𝑑1)表示当前组的好样本数，

𝑏E(𝑏𝑎𝑑E)表示所有样本中的坏样本数，𝑔E(𝑔𝑜𝑜𝑑E)表示所有样本中的好样本数。

𝑤𝑜𝑒1表示当前分组（第 i 组）中坏样本和好样本的比值与所有样本中这一比值的

差异，woe 值越大表示种差异越大，从而该分组内的“坏样本/好样本”比平均

水平越高，该分组内的坏样本可能性更大。我们以年龄为例，展示 woe 对特征进

行编码的计算过程，结果如表 8所示： 

表 8 woe 编码计算举例表 

年龄分组 
坏样本数 

(𝑏𝑖) 

好样本数 

(𝑔1) 

坏样本率 

(𝑏1/𝑏E) 

好样本率 

(𝑔𝑖/𝑔𝑡) 

Woe编码 

ln
𝑏1
𝑏E

𝑔1
𝑔E

 

0—18岁 5 100 0.0357 0.0769 -0.7673 

19—35岁 40 300 0.2857 0.2308 0.2136 

36—55岁 50 400 0.3571 0.3077 0.1490 

55—75岁 30 300 0.2143 0.2308 -0.0741 

>75岁 15 200 0.1071 0.1538 -0.3618 

总体 140 1300 1 1  

我们可以对每个流失客户导致其发生流失最重要的几个特征进行 woe编码，

某个特征经 woe 编码后，某区间内的 woe 值越大，表示该特征取值落在该区间

内越可能导致流失。我们可以据此分析出哪些重要特征的取值达到哪些范围有可

能导致流失，从而量化流失原因。在实际操作中，还需要把量化后的流失原因转

化成符合业务逻辑的语言，得到适用于实际业务场景的流失原因。 

  在得到具体的流失原因后，我们再根据流失原因来建立有针对性的挽留措

施，从而提高营销效果，流失归因方法具体的应用将在下一节的案例部分进行展

示。 
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4 案例展示 

本节将以案例的形式展示第 3 节流失预警及归因方案所介绍的方法在实际

业务场景中的应用。为说明本文流失预警及归因方案在银行业务场景中的应用效

果，本章案例使用的是银行真实场景中的数据。出于保密性，案例中的数据不能

公开，建模结果在隐藏了需要保密的信息后再进行介绍和分析。 

本案例中某银行的 VIP 客户流失严重，原有挽留措施的营销效果不好，使用

本文介绍的流失预警及归因方案来解决这一问题：先使用精度很高的流失预警模

型来捕捉有流失信号的客户，再使用可解释算法分析每个客户的流失原因，最后

根据流失原因建立有针对性的挽留措施，提高营销效果。 

4.1 数据准备 

4.1.1 流失定义 

本案例中，AUM 流失比例大于或等于 50%的客户被定义为流失客户（目标

变量𝑦 = 1），否则为不流失客户（目标变量𝑦 = 0）。 

4.1.2数据获取 

取某个时间点为观测点，取观测点前 6个月为观察期，取观测点后 3 个月为

表现期，取观察期和表现期内的客户相关数据作为本案例的原始数据。 

4.1.3缺失值处理 

结合数据的实际意义，本节案例使用了两种方法来填充数据：对于像“客户

购买理财产品金额”这类数据，因为缺失在业务上意味着没有购买，所以这类特

征的缺失值填 0；对于像“理财产品未来到期时间”这类数据，因为缺失也意味

着没有购买，如果填 0则表示当天到期，这与实际业务含义不符合，所以这类数

据直接填一个非常大的数表示缺失，如填 99999。 

4.2 流失预警及归因 

4.2.1 流失预警模型 

为了保证模型的精度和计算效率，本章案例使用 LightGBM 作为预测客户是

否流失的二分类模型，同时使用 AUC、KS 和 Recall 来评价模型。模型在观察期
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测试集数据上和表现期数据上的精度都很不错，而且在表现期的精度只略低于观

察期测试集的精度，说明该模型稳定性也很好，具体结果如表 9所示： 

表 9 流失预警模型精度表 

 AUC KS Recall 

观察期测试集数据 0.9 0.503 0.652 

表现期数据 0.878 0.484 0.623 

4.2.2 基于 SHAP寻找导致流失的重要因素 

在流失预警模型精度达到要求后，先使用可解释算法 SHAP 寻找导致每个客

户流失的重要因素。这里使用 3.2小节介绍的方法先计算每个流失客户 SHAP 值

取值为正的各个特征的占比并按降序排序，保留使 SHAP 值占比之和达到 90%

（或以上）时数量最小的前几个特征作为导致客户流失的重要特征。出于数据的

保密性和篇幅限制，这里以 3 个客户为例，展示导致这 3 个客户流失的重要特

征，具体结果如表 10所示： 

表 10 导致客户流失的重要特征举例表 

客户 导致流失的重要因素 SHAP 值占比 

客户 1 

活期 AUM 比例 40.6% 

理财产品未来到期时间 32.5% 

年龄 18% 

客户 2 

理财产品未来到期时间 46.3% 

近一个月同名跨行转账次数 24.4% 

开户时间 21.3% 

客户 3 
最近一次交易距今时间 62.4% 

理财产品未来到期时间 28.5% 

表 10 中的第二列（导致流失的重要因素）中，以时间结尾的特征的取值单位都是“天”。其

中，理财产品未来到期时间表示客户拥有的理财产品在未来到期的时间距离现在的天数，如

理财产品未来到期时间=3，表示 3 天后有理财产品到期。 

本案例保留下来的导致每个流失客户发生流失的重要特征为 2~6 个。需要注

意的是，为减小计算量，从业务层面看，只需要对被预测为流失的客户进行流失

归因，而不是每个客户。 
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4.2.3 基于 woe量化特征的不同取值对流失的影响 

在使用 SHAP 寻找到导致流失的重要因素后，我们再使用 3.3小节介绍的基

于 woe 的方法来量化特征的不同取值对流失的影响，进一步完成流失归因。 

出于数据的保密性和篇幅限制，这里我们以案例中的 3 个特征为例，展示其

经 woe编码后如何量化流失原因和如何将量化结果转化成符合业务逻辑的语言，

具体分析结果如表 11所示： 

表 11 woe 编码转化为流失原因举例表 

特征 woe区间 woe编码 量化结果 业务表达 

开户 

时间 

(-inf, 188.5] 0.8646 𝑥 ≤ 180 新开户 

(188.5, 704] 0.5931 180 < 𝑥 < 720 开户时长较短 

(704, 1869.0] 0.0861   

(1869, 4100.5] -0.5265   

(4100.5, inf] -0.965   

理财

产品

未来

到期

时间 

(-inf, 7.5] 1.5436 𝑥 ≤ 7 近 1周有理财产品到期 

(7.5, 20.5] 0.8628 7 < 𝑥 ≤ 21 近 1至 3周有理财产品到期 

(20.5，94] 0.0094   

(94, 402.5] -0.264   

(402.5, 2310] -0.6759   

(2310, 9942] -1.2133   

(9942, inf] 1.0907 𝑥 = 99999 不购买理财产品 

活期

AUM

比例 

(-inf, 0.04] -0.8622   

(0.04, 0.11] -0.19   

(0.11, 0.33] 0.0554   

(0.33, 0.61] 0.9326 0.3 < 𝑥 ≤ 0.6 活期存款占比较多  

(0.61, inf] 1.2039 𝑥 > 0.6 以活期存款为主  

 从表 11 可以看到，开户时间越小的区间对应的 woe 编码越大，这表明开户

时间越小的客户越可能流失，而开户时间越长的老客户越不可能流失；理财产品

未来到期时间也是越小的区间对应的 woe 编码越大、缺失值所在的区间（4.1.3

小节有介绍该特征缺失值填 99999，对应区间为(9942, inf]）对应的 woe 编码也
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很大，这表示理财产品到期时间越近和当前没有购买理财产品的客户越容易流失，

而理财产品到期时间还很久的客户不容易流失；活期 AUM 比例越大的区间对应

的 woe编码越大，由于活期 AUM 的转出门槛比定期 AUM 和理财产品低，所以

活期 AUM 比例越大的客户越容易流失，活期 AUM 比例越小的客户越不容易流

失。需要注意的是，表 11 中 woe编码接近 0 表示落在该区间内的特征值对流失

的影响很小，woe编码小于 0 表示落在该区间内的特征值对流失有负向影响（不

流失），所以表 11 中的量化结果和业务表达只选取了 woe 编码比 0 稍大一些的

区间，woe编码接近 0 或小于 0的区间不进行导致客户流失的归因分析。 

我们对每个流失客户导致其流失的重要因素都按照表 11 的方式进行 woe 编

码，并将量化结果转化成符合业务逻辑的语言后，可以得到符合业务逻辑的流失

原因。下面在表 10 的基础上列举的 3 个客户的流失原因，如表 12所示： 

表 12 客户流失原因举例表 

客户 流失原因 

客户 1 以活期存款为主、不购买理财产品、年轻客户 

客户 2 近一周内有理财产品到期、近一个月同名跨行转账超过 5笔、新开户 

客户 3 近半年没有交易、不购买理财产品 

至此，我们已经分析了每个客户的流失原因，接下来将针对每个客户的流失

原因给出对应的挽留营销建议。 

4.3 营销建议 

我们已经使用可解释算法得到每个流失客户发生流失的原因，接下来我们将

针对这些流失原因给出相应的营销建议。这里以表 12 列举的流失客户为例给出

相应的营销建议。 

对于客户 1：该客户的流失原因是①以活期存款为主、②不购买理财产品、

③年轻客户。我们先对该客户进行简单的客户画像：该客户的存款以活期居多，

而且还比较年轻，可能是因为年轻人的理财意识比较弱，所以没有购买理财产品。

针对这样的客户，我们建议向他推送一些理财的科普文章，也可以安排销售人员

通过电话或者手机银行 APP 线上客服的方式向他介绍一些理财知识和简单的理

财产品，先提高其理财意识；再介绍一些风险低的理财产品，进一步培养客户的
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理财兴趣和忠诚度，将活期存款逐步转化为理财产品或其他金融产品的形式。 

对于客户 2：该客户的流失原因是①近一周内有理财产品到期、②近一个月

同名跨行转账超过 5笔、③新开户。我们也对该客户进行简单的客户画像：该客

户是新开户，近一个月有频繁的同名跨行转账，说明该客户近期将资金从本银行

转到了他名下其他银行的账户中，再加上最近一周有理财产品到期，我们推测他

很有可能在这笔理财产品到期后也会将到期的资金转出。针对这样的客户，可能

他开户时间不久，对本银行的理财环境还不熟悉，购买的理财产品收益率没有达

到预期，所以他才把资金转到其他银行。我们建议查看他近期理财产品的收益率

是否太低，向他推荐收益率更高的理财产品。 

对于客户 3：该客户的流失原因是①近半年没有交易、②不购买理财产品。

我们同样对该客户进行简单的客户画像：该客户最近半年都没有发生过交易，属

于不活跃客户，而且没有购买理财产品，这会进一步导致他不活跃。针对这样的

客户，我们建议把近期的优惠活动优先推送给他，先吸引他提高活跃度；再评估

其理财偏好，根据理财偏好的结果给他推送相应的理财产品提高用户粘性。 

5 扩展思考 

5.1 个体解释与客群解释 

为说明我们探索的流失预警及归因方案的应用价值和提高流失客户的挽留

效果，我们对每个流失客户的流失归因进行了解释（个体解释），再针对不同流

失原因制定针对性的挽留措施。但是在实际的业务场景中，除了模型的效果，还

需要考虑实际的营销成本。 

在营销成本充足的情况下，我们建议对每个客户进行流失归因和挽留，这样

有针对性地挽留，营销效果会更好。但是当营销成本不足时，比如负责营销的工

作人员难以“一对一”维护大量的客户时，由于很多客户之间的流失原因可能存

在一定程度的相似性，我们可以将客户进行分群，再在各个客群内使用可解释机

器学习算法分析不同客群的流失原因（客群解释），为每个客群制定相应的挽留

措施，最后对每个客群的客户统一进行营销，这样可以节省营销成本。 
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5.2 流失归因 SHAP 结合关联规则 

 表 12 给出了导致每个流失客户发生流失的原因。我们尝试换个角度看待这

个问题：可以将流失客户视作在超市购物的人员，导致其流失的因素就是每个客

户的购物篮，那么表 12 的结果是适用于关联规则算法[8]的“购物篮数据”。 

关联规则算法可以用于发现购物篮中的频繁项，我们也可以使用关联规则寻

找流失原因中的频繁项，根据频繁项对一些未来可能出现的流失原因进行提前预

防。简单的分析思路如下： 

① 对流失客户进行分群，每个客群内每个客户的流失原因是一条“购物篮数

据”，该客群内所有客户的流失原因视作一个超市的购物篮数据； 

② 使用关联规则算法分析每个客群的“购物篮数据”，寻找每个客群的频繁

项； 

③ 分析和应用频繁项的结果：例如，某个客群中“近一周有理财产品到期”

与“近一周跨行同名账户转出次数”这两个特征是一个频繁项，那么该客群内近

一周有理财产品到期的客户有很大可能将会发生跨行同名转账的行为，即把理财

产品到期的钱转出去，所以可以采取一些挽留措施对那些近期有理财产品到期的

客户提前预防。 

6 全文总结 

本文主要介绍索信达公司将可解释算法应用于流失预警模型后进一步探索

出的一套能进行单个客户流失归因的流失预警及归因建模方案。与传统的流失预

警模型相比，该方案最大的特点在于它不仅精度很高，还可以对每个流失客户进

行归因，再根据每个客户的流失原因制定挽留措施，从而提高营销效果。 

我们首先介绍了本文的研究背景；之后介绍了定义客户流失的方法和检验定

义效果的方法；再重点介绍了由机器学习算法+可解释算法组成的客户流失预警

及归因的建模方案，该方案不仅有很高的精度，还能对每个流失客户进行归因；

然后再以一个案例的形式进一步展示了我们的方案在银行业务场景中的应用；最

后还进行了一些扩展思考。 
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